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Abstrakt

Szukanie nieoczywistych zwiazkéw w danych jest przydatne, potrzebne a czasami wrecz niezbedne w wielu dziedzinach. Dlatego coraz
wigkszym zainteresowaniem ciesza si¢ metody data mining. Umozliwiaja one znalezienie ukrytych powiazan w danych. Odpowiedzia
Oracle na te potrzeby jest zaimplementowanie w bazie Oracle 9i mechanizméw data mining. Baza ta udostgpnia interfejs programistyczny
w jezyku Java, za pomoca ktorego mozna komunikowacd si¢ z Data Mining Server, dostarczajac mu danych, ustawiajac parametry,
uruchamiajac obliczenia i w koncu pobierajac wyniki. Interfejs jest tak skonstruowany, aby byl prosty w uzyciu, a zarazem umozliwiat
doswiadczonym uzytkownikom ustawianie zaawansowanych parametrow obliczen. W referacie zostang omowione wymagania, budowa,
wtlasciwosci oraz zasady tworzenia rozwigzan z wykorzystaniem narzedzi data mining wbudowanych w bazg Oracle 9i.
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1. Wstep

Firmy przetwarzaja coraz wigksze ilosci danych. Efektem tego zjawiska jest coraz trudniejsza,
a czasami wrecz niemozliwa, r¢czna analiza zbieranych informacji. Skutkiem tego moze by¢ np.
pogorszenie obstugi klienta czy spadek jako$ci produktu. Rozwiazanie tego problemu oferuja ma-
tematyczne metody wyszukiwania ukrytych powiazan w danych, zwane Data Mining czy tez Eks-
ploracja Danych, ktorych odpowiednie zastosowanie moze poprawié¢ prace w wielu dziatach firmy.

Korporacja Oracle jest obecna na rynku rozwiazan Data Mining od kilku lat. Zaistniata na nim
wskutek nabycia firmy Thinking Machines Corporation, zajmujacej si¢ rozwigzaniami opartymi na
algorytmach uczacych si¢. Oracle rozszerzyt swoja oferte handlowa o stworzona przez Thinking
Machines Corporation aplikacj¢ Darwin. Przekazujac do uzytku nowa wersj¢ bazy Oracle 91, kor-
poracja zdecydowala si¢ zaimplementowa¢ w nia mechanizmy Data Mining. Obecnie podstawowa
réznica migdzy Darwinem a Data Mining w bazie Oracle 9i jest brak w tej ostatniej algorytmow
opartych na sieciach neuronowych, oraz graficznego interfejsu wspomagajacego analizy (jest tylko
programistyczny interfejs API).

W referacie zostang omowione algorytmy zaimplementowane w bazie Oracle 91 oraz sposob ich
wykorzystania. Ze wzgledu na ograniczona ilo$¢ miejsca, w opisie algorytmoéw uwzglednione beda
tylko ich podstawowe cechy. Omdwione zostang takze poszczegdlne etapy przetwarzania danych
w procesie Eksploracji Danych oraz wyniki, jakie otrzymujemy na kazdym etapie. Caly opis doty-
czy Oracle Data Mining zaimplementowanego w bazg Oracle 91 wydanie 2. Referat zostal oparty
gtéwnie na Oracle 91 Data Mining Concepts Release 2.

2. Algorytmy w bazie Oracle 9i

Ze wzgledu na sposob nauki algorytmy Oracle Data Mining (ODM) mozemy zaklasyfikowaé
do dwoch grup:

¢ znauczycielem (ang. supervised),

* bez nauczyciela (ang. unsupervised).

Pierwszej grupy uzywamy przede wszystkim do przewidywania warto$ci na podstawie wczesniej
przetworzonej probki. Druga grupa algorytmow przydatna jest natomiast gtéwnie do szukania
ukrytych struktur, relacji lub podobienstw zawartych w danych.

Innym podziatem, jaki mozemy zastosowac, jest rozgraniczenie ze wzgledu na sposob przetwa-
rzania [2]. Mozemy tutaj wyodrebni¢ nastgpujace grupy:

¢ Kklasyfikacja — z nauczycielem (ang. classification),
» analiza skupien — bez nauczyciela (ang. clustering),
* reguly kojarzace — bez nauczyciela (ang. association rules),

* stopien wazno$ci atrybutow — z nauczycielem (ang. attribute importance).

1. 2. Klasyfikacja

Za pomoca tych metod mozemy klasyfikowaé obiekty do dwoch lub wigkszej liczby klas. Od-
bywa si¢ to w dwodch etapach: w pierwszym, posiadajac juz sklasyfikowane obiekty, uczymy mo-
del, w drugim nauczony wczesniej model automatycznie klasyfikuje nowe obiekty. Kazdy obiekt
posiada pewna ilos¢ atrybutéw opisujacych go oraz jeden taki, ktory przewidujemy (jego wartosé
okresla, do jakiej klasy bedzie nalezat dany obiekt).
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Narzgdzie to uzyteczne jest we wszelkiego typu segmentacjach czy w przewidywaniu przy-
sztych zachowan. Przyktadem jego zastosowania moze by¢ wyszukanie tych klientow banku, kto-
rzy byliby potencjalnie zainteresowani kredytem mieszkaniowym, w celu skierowania do nich
odpowiedniej kampanii reklamowej. Na podstawie posiadanych przez bank historycznych danych
o klientach (przychod, wiek, pte¢, itd.) korzystajacych z kredytu, zbudowa¢ mozna model, a na-
stepnie za jego pomoca wytypowac takich klientow, ktorzy mogliby by¢ zainteresowani pozyczka.

W tej grupie zostaly zaimplementowane trzy algorytmy:
¢ Adaptive Bayes Network (wspiera drzewa decyzyjne),
* Naive Bayes,

e Model Seeker.

2.1.1. Adaptive Bayes Network

Algorytm ten wspiera drzewa decyzyjne [1, 2, 5]. Oznacza to, ze oprocz zaklasyfikowania
obiektu do danej klasy, zdefiniuje on jeszcze reguly zrozumiate dla odbiorcy. Okreslaja one jakie
wartosci atrybutow musi mie¢ dany obiekt, aby zostal zaliczony do konkretnej klasy. Przyktadowo
taka reguta moze brzmie¢: ,,Jezeli przychod miesigezny klienta wynosi 4 000 zt 1 klient jest w wie-
ku 30 lat, to moze on by¢ zainteresowany kredytem mieszkaniowym”.

Algorytm moze przewidywaé¢ odpowiedz w postaci dwuwarto$ciowej (klient wezmie kredyt,
nie wezmie kredytu) Iub w postaci wielowartosciowej (klient nalezy do grupy: rozwijajacej, sta-
bilnej, nieznaczacej lub upadajacej).

Kazdy obiekt, oprocz okreslenia klasy do jakiej nalezy, posiada dodatkowo zdefiniowane praw-
dopodobienstwo mowiace o dopasowaniu go do tej klasy.

2.1.2. Algorytm Naive Bayes

Algorytm Naive Bayes do przewidywan uzywa teorii Bayes’a [2, 4]. Umozliwia on szukanie
odpowiedzi na podobne pytania jak w przypadku Adaptive Bayes Network. Nie podaje jednak
jasnych i czytelnych regut zrozumiatych dla odbiorcy i jest szybszy. Moze takze pracowaé z wyj-
sciem dwu— lub wielowartoSciowym. Po przetworzeniu otrzymujemy sklasyfikowane obiekty wraz
z odpowiednimi prawdopodobienstwami.

Tabela 1. Poréwnanie algorytméw Adaptive Bayes Network i Naive Bayes

Adaptive Bayes Network Naive Bayes
Liczba wierszy Dowolny rozmiar Dowolny rozmiar
Liczba atrybutow Dowolna liczba Najlepiej gdy mniej niz 200
Szybkos¢ Niezbyt szybki Szybszy
Precyzja Bardziej precyzyjny Mniej precyzyjny
Typy atrybutow Wyliczeniowy, numeryczny | Wyliczeniowy, numeryczny
Automatyczne  formatowanie| Tak Tak
danych
Atrybut przewidywany Dwu i wielowarto$ciowy Dwu i wielowarto$ciowy

2.1.3. Model Seeker

Jest to metoda pomocnicza, utatwiajaca wybor algorytmu, ktory nalezy zastosowac¢ dla kon-
kretnych danych: Naive Bayes czy Adaptive Bayes Network. Majac zbudowane modele, algorytm
ten ocenia poprzez wykonanie procesu testowania oraz wyliczenia wzrostu, ktory z nich jest lep-
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szy. Automatyczna ocena odbywa si¢ na podstawie wazonej sumy poprawnych przewidywan pozy-
tywnych do wszystkich przewidywan pozytywnych i poprawnych przewidywan negatywnych do
wszystkich przewidywan negatywnych.

WLy + Lpy
W+DLy  (WHDLy,

FOM =

Gdzie:
FOM — wspotczynnik okreslajacy jakos$¢ przewidywan,

W — wspotczynnik podawany przez uzytkownika, zdefiniowany jako stosunek kosztu bied-
nych przewidywan negatywnych do kosztu btednych przewidywan pozytywnych. (wigcej
0 pojeciu kosztu zob. rozdziat 4.2),

Lpp — liczba poprawnych przewidywan pozytywnych,
Lwp — liczba wszystkich przewidywan pozytywnych,
Lpy — liczba poprawnych przewidywan negatywnych,
Lwx — liczba wszystkich przewidywan negatywnych.

Wspdtczynnik FOM osiagnie tym wigksza wartos¢, im wigcej bedzie poprawnych przewidywan
pozytywnych i negatywnych. Wspotczynnik W decyduje o tym, ktére z nich (pozytywne czy nega-
tywne) beda mie¢ wigkszy wpltyw na wynik. Przy W rownym 1.0 poprawne przewidywania pozy-
tywne maja takie samo znaczenie dla wyniku jak poprawne przewidywania negatywne. Jezeli
W jest mniejsze od 1.0, to poprawne przewidywania pozytywne maja mniejszy wpltyw na wynik,
niz poprawne przewidywania negatywne. Jezeli W jest wigksze niz 1.0, sytuacja jest odwrotna.

2.2. Analiza skupien

Analiza skupien jest metoda umozliwiajaca odnajdywanie nieznanych grup w danych. Grupy
takie, zwane dalej skupieniami, zawieraja obiekty podobne do siebie. Wynikiem dziatania tego
typu algorytmow sa pewne reguly czytelne dla odbiorcy. Przyktadowo, jesli rozpatrujemy zbior
danych bankowych, ktory posiada dwa atrybuty: przychod oraz wiek, to znalezione skupienie moze
mie¢ nastgpujaca regule:

Jesli przychod = 2000 zt i przychod < 2500 zt
i wiek 225 lat i wiek < 35 lat
to skupienie = 10

Po odnalezieniu skupienia, reguly definiujace go wykorzysta¢ mozna jako punkt wyjscia w pro-
cesie budowania nowej oferty marketingowej, skierowanej do klientow wchodzacych w jego
sktad.

Po zidentyfikowaniu skupien generowany jest model Bayes’a [2, 4], ktory moze w przysztosci
postuzy¢ do klasyfikacji nowego zestawu danych.

W ODM zastosowano dwa algorytmy analizy skupien: k-means oraz o-cluster. Podstawowe
roznice migdzy tymi algorytmami zawarto w Tabela 2.
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Tabela 2. Poréwnanie algorytméw K-means i O-Cluster

K-means

O-Cluster

Metoda

Distance-based

Grid-based

Liczba wierszy

Dowolny rozmiar, jednak zaleca
si¢, aby cala tabela miescila si¢
w buforze.

Dobrze, gdy tabela ma wigcej
niz 1000 wierszy

Liczba atrybutow

Dobrze, gdy mata liczba atrybu-
tow

Dobrze, gdy wigcej niz 10

Liczba klastrow

Specyfikowana przez uzytkow-
nika

Wykrywana automatycznie

Typy atrybutow Tylko numeryczne Numeryczne i wyliczeniowe
Klastrowanie hierarchiczne Tak Tak
Automatyczna normalizacja Tak Tak

2.3. Reqguty kojarzace

Metoda ta umozliwia wyszukiwanie zwiazkow migdzy danymi. Najbardziej typowym zastoso-
waniem tego algorytmu jest tak zwana ,,analiza koszykowa”. Polega ona na wyszukaniu powigzan
migdzy towarami kupowanymi przez klienta. Przykladem takiej reguty automatycznie wygenero-
wanej jest zdanie ,,70% ludzi, kupujacych makaron, kupuje takze sos”.

Metoda ta dziata bez nauczyciela, co oznacza, Ze nie musimy mie¢ zestawu uczacego. W rozpa-
trywanym zbiorze danych oblicza ona dla kazdego obiektu, jak czgsto jest on zwigzany z innym

obiektem.

Na wyjsciu otrzymujemy dla kazdej reguly dwa parametry:

e wsparcie (ang. support) — informuje jak czgsto dane towary znajduja si¢ razem w jednym
koszyku. Formalnie mozemy to zapisac jako P(A n B),

Gdzie:

A — liczba sprzedanych produktow A

B — liczba sprzedanych produktow B

¢ zaufanie (ang. confidence) — zdefiniowane jako prawdopodobienstwo warunkowe zdarzenia
A pod warunkiem zaj$cia zdarzenia B.

Te dwa parametry umozliwiaja nam znalezienie najbardziej interesujacych regut.

W bazie Oracle 91 zaimplementowano algorytm Apriori.

2.4. Stopieh waznosci atrybutéw

Algorytmy tego typu umozliwiaja automatyczne wyszukanie tych atrybutow, ktdre najmocniej
wplywaja na wynik. Sa one szczegdlnie uzyteczne w sytuacji, gdy posiadamy duza liczbg tych
ostatnich. Wstepna selekcja zmniejsza czas dalszego przetwarzania danych innymi algorytmami.

W bazie Oracle 91 zaimplementowany jest algorytm Predictor Variance.
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3. Budowa Oracle Data Mining

Oracle Data Mining sktada si¢ z dwdch gléwnych komponentow:
e Oracle 9i Data Mining API (ODM API),
* Data Mining Server (DMS).

Oracle Data Mining API jest interfejsem programistycznym, pozwalajacym na dostep progra-
mom napisanym w Java do Data Mining Server.

ODM API bazuje na nowo tworzonym standardzie Java Data Mining (JDM). JDM opiera si¢
na kilku standardach takich jak:

e Common Warehouse Metadata (CWM) — opublikowany przez Object Management Group,

* Predictive Model Markup Language (PMML) — opublikowany przez Data Mining Group,

* SQL/MM dla Data Mining — opublikowany przez International Standards Organization.

Data Mining Server jest komponentem wbudowanym w bazg Oracle 9i, wykonujacym oblicze-

nia. Udostgpnia on takze repozytorium, w ktérym zapisywane sa m. in. modele oraz wyniki obli-
czen. W praktyce jest to zbior pakietow procedur oraz tabel.

4. Etapy przetwarzania

W procesie przetwarzania danych w ODM wyrdzni¢ mozemy kilka etapow:

» budowa (ang. build),

« test (ang. test),

» wyliczenie wzrostu (ang. compute lift),

» wykorzystanie (ang. apply),

» import modelu za pomoca PMML,

» eksport modelu za pomoca PMML.

Wszystkie typy modeli musza przej$é przez etap budowy. Modele klasyfikujace mozemy pod-
da¢ dodatkowo procesowi testowania oraz wyliczenia wzrostu, w ktorych sprawdzamy ich jako$c.

Modele klasyfikujqce oraz analiza skupien, w fazie wykorzystani, maja mozliwo$¢ pracy z nowym
zestawem danych i przewidywania dla niego wczesniej zadeklarowanego atrybutu.

Tabela 3. Procesy przetwarzania danych dla poszczegdlnych metod

Budowa Test Wyliczenie | Zastosowanie Import Eksport
wzrostu PMML PMML
Klasyfikacja X X X X Naive Naive
Bayes Bayes
Analiza skupien X X
Reguty kojarzace X X X
Stopien wazno$ci X
atrybutow

4.1. Budowa modelu

Na tym etapie, w oparciu o zestaw danych, budujemy model. Jest to etap wspdlny dla wszyst-
kich algorytmoéw. Dla wigkszo$ci z nich juz teraz otrzymamy pewne wyniki. Moga to by¢ okreslo-
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ne zestawy regut (dla algorytmow typu analiza skupien, regut kojarzacych czy drzew decyzyjnych)
lub listy istotnos$ci atrybutow (dla algorytmow typu stopien waznosci atrybutow).

Parametry budowy modelu ustawia¢ mozna na dwoch poziomach: funkcji oraz algorytmow. Na
poziomie funkcji definiujemy pewne dane podstawowe, takie jak: lokalizacja zbioru danych, ich
format oraz bardzo ogodlne parametry samych algorytméw. Przyktadowo mozemy okresli¢ atrybut
wyjsciowy dla metod klasyfikujqcych, czy tez liczbg skupien dla metod analizy skupien. Na po-
ziomie algorytmow ustawia¢ mozemy natomiast parametry bardziej szczegotowe, charakterystycz-
ne dla kazdego z nich. Ich podanie nie jest obowiazkowe, Oracle predefiniowal ich wartosci.
W zalozeniach projektantéw, koncepcja taka miata niewatpliwie na celu, aby mniej doswiadczeni
uzytkownicy mogli uruchamia¢ algorytmy i otrzymywac¢ wyniki bez zapoznawania si¢ z technicz-
nymi detalami ich pracy. Aby moc w pelni wykorzysta¢ to narz¢dzie, umie¢ poprawnie interpreto-
wac wyniki i dobiera¢ algorytmy do problemu, konieczna jest jednak gruntowna znajomos¢ zasad
ich dziatania.

Model jest budowany przez Data Mining Server (DMS), a nast¢pnie zapisywany w repozyto-
rium. Mozna si¢ do niego odwota¢ poprzez unikalng nazwg.

Definiowanie
parametrow na poziomie
algorytmu (opcjonalne)

Definiowanie
parametrow na
poziomie funkcji

Dane wejsciowe

Transformacja Konfiguracja na Konfiguracja na
poziomie funkcji poziomie algorytmu
Dane wejsciowe po Budowa modelu Model

transformacji

Rys. 1. Proces budowy modelu

Rys. 1. przedstawia proces budowy modelu. Dane wejSciowe sg wstegpnie przetwarzane, celem
doprowadzenia do pewnej standartowej postaci. Dodatkowo definiujemy ustawienia parametrow
na poziomie funkcji oraz na poziomie algorytmu (opcjonalnie).

4.2. Testowanie modelu

Dla metod klasyfikujqcych istnieje mozliwo$¢ uruchomienia procesu testowania jakosci pro-
gnoz zbudowanego modelu. W tym celu musimy dysponowa¢ nowym zbiorem danych, ktory za-
wiera rzeczywiste wartosci prognoz. Proces testowania sktada si¢ z dwoch krokow: w pierwszym
nastgpuje prognozowanie interesujacej nas warto$ci, w drugim prognozy te porownywane sa z
poprawnymi danymi. Wynik tej operacji zapamigtywany jest w macierzy pomytek (ang. confusion
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matrix). W wierszach macierzy zawarta jest liczba rzeczywistych wartosci, w kolumnach — prze-
widywanych wartoéci. Rozwazmy przyktad zapytania, czy klient wezmie kredyt mieszkaniowy.
Macierz pomytek moze wyglada¢ nastgpujaco:

Tabela 4. Macierz pomytek

Wartos$ci
przewidywane
Wezmie Nie wezmie
Warto$ci rzeczywiste Wezmie 516 25
Nie wezmie 10 725

Nalezy ja interpretowac nastgpujaco: w rozpatrywanym zbiorze danych system zidentyfikowat
516 klientow jako przysztych kredytobiorcow i osoby te faktycznie skorzystaty z kredytu. Nastep-
nie znalazt 25 klientow, ktorych okreslit jako nie zainteresowanych pozyczka, w rzeczywistosci
jednak zadtuzyli si¢ oni. Dla 10 kolejnych system przewidziat wzigcie kredytu, jednak klienci ci
nie skorzystali z oferty banku. Wreszcie 725 klientow, ktérych system wytypowat jako nie zainte-
resowanych kredytem, w istocie go nie wzigto.

Podsumowujac mozna powiedzie¢, ze system przewidziat poprawnie 516+725=1241 razy, na-
tomiast btednie 25+10=35 razy. Z tego mozemy policzy¢ btad przewidywan: 35/1276=0.0274 oraz
poprawnos¢ przewidywan: 1241/1276=0.9725.

W wielu przypadkach informacja o tak policzonym blgdzie jest niewystarczajaca. Dzieje si¢ tak
w sytuacji, gdy bledne przewidywania negatywne nie maja tej samej wagi, co blgdne przewidywa-
nia pozytywne. Mowimy wowczas o koszcie blgdnych przewidywan pozytywnych i koszcie bted-
nych przewidywan negatywnych. Przyktadowo koszt pomylki systemu, gdy zaklasyfikowal klienta
jako zainteresowanego kredytem, a faktycznie klient go nie wziat, zamyka si¢ w kwocie kilku zto-
tych (koszt wyslania listu). Jednak, gdy system popetnit btad odwrotny, tzn. zaklasyfikowat klienta
do grupy nie zainteresowanych kredytem, a klient zadtuzyt sig, koszt jest wyraznie wyzszy. Jest to
strata, jaka ponieslibySmy w wyniku nie wzigcia kredytu przez klienta.

Dane wejSciowe Model

Transformacja

Dane wejsciowe po

transformacji Wynik

Rys. 2. Proces testowania modelu
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4.3. Wyliczenie wzrostu

Dla metod klasyfikacyjnych obliczyé mozemy pewne wspotczynniki opisujace przetwarzane
dane. Na wejscie algorytmu, oprocz zestawu danych zawierajacego rzeczywista warto$¢ atrybutu
prognozowanego, nalezy poda¢ warto$¢, ktora uznajemy za pozytywna (np. klienci, ktorzy wezma
kredyt). Algorytm posortuje wszystkie obiekty poczawszy od tych, ktore maja najwicksze prawdo-
podobienstwo wyniku pozytywnego, az do majacych najmniejsze prawdopodobienstwo wyniku
pozytywnego, a nast¢pnie od najmniejszego prawdopodobienstwa wyniku negatywnego, do naj-
wigkszego prawdopodobienstwa wyniku negatywnego. W naszym przyktadzie bedzie to posorto-
wanie klientow od tych, ktdrzy z najwickszym prawdopodobienstwem wezma kredyt do tych, kto-
rzy zrobia to z najmniejszym prawdopodobienstwem, a nast¢pnie od tych, ktoérzy z najmniejszym
prawdopodobienstwem nie wezma kredytu do tych, ktorzy nie zrobia tego z najwigkszym prawdo-
podobienstwem. Tak posortowany zestaw danych jest dzielony na przedzialy i dla kazdego z nich
liczone sa nast¢pujace wspotczynniki:

» gestos¢ atrybutu przewidywanego — jest to liczba rzeczywistych pozytywnych wynikow

w przedziale do liczby wszystkich obiektow w tym przedziale,

* laczna gestos¢ atrybutu przewidywanego — jest to gesto$¢ atrybutu przewidywanego poli-

czona dla n pierwszych przedzialow,

* wzrost — wspolczynnik liczony jako gestosé atrybutu przewidywanego policzonego w prze-

dziale przez gestos¢ atrybutu przewidywanego policzonego dla wszystkich danych,

* laczna liczba pozytywnych wynikow — jest to liczba rzeczywistych pozytywnych wynikow
w pierwszych n przedziatach,

* laczna liczba negatywnych wynikow — jest to liczba rzeczywistych negatywnych wynikow w
pierwszych n przedziatach,

* laczny wzrost — jest liczony jako fqczna gestos¢ atrybutu przewidywanego przez gestosé
atrybutu przewidywanego policzonego dla wszystkich danych.

Ogdlnie mozna powiedzie¢, ze powyzsze wspotczynniki mowia nam jak wiarygodne s progno-
zy w kazdym z przedziatow.

4.4. Wykorzystanie

Proces ten stosujemy dla metod klasyfikujqcych oraz analizy skupien. W pierwszym przypadku
na wstgpie otrzymujemy prawdopodobienstwo przynaleznosci do danej klasy, w drugim prawdo-
podobienstwo przynaleznosci do danego skupienia.

Dane wejsciowe musza mie¢ ten sam format, co dane wykorzystane do budowy modelu. Musza
takze poddane zosta¢ temu samemu procesowi transformacji.
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Definiowanie

Dane wejSciowe formatu wyniku

Model

Transformacja Format wyniku

Dane wejSciowe po
transformacji

Wykorzystanie Wynik

Rys. 3. Proces zastosowania modelu dla nowych danych

Wynik obliczen zapisywany jest w tabeli, ktorej format definiuje uzytkownik. Moga si¢ w niej
znajdowac kolumny z tabeli zrodlowej (np. ID), lub kolumny takie jak przewidywana wartos¢ czy
prawdopodobienstwo (opcjonalnie). Kazdy wiersz tabeli zawiera jeden rozpatrywany obiekt.

5. Transformacja danych wejsciowych

Przed dostarczeniem danych do ktoregos$ z procesow: budowy modelu, testowania, wyliczenia
wzrostu, wykorzystania nalezy podda¢ je pewnej obrobce. Dzigki temu mozna pogrupowaé razem
wartosci, ktore sa podobne. Efektem tej operacji jest zmniejszenie liczby roznych wartosci w ko-
lumnie. Obrobka ta moze odbywac¢ si¢ recznie, potautomatycznie lub automatycznie. W Oracle 9i
zaimplementowane sa cztery algorytmy:

e wyrazne wyspecyfikowanie — uzytkownik doktadnie okresla, ktore dane maja znalezé sig
w danej kategorii,

* N najczgsciej wystgpujacych wartosci — algorytm ten ma zastosowanie tylko do atrybutow
wyliczeniowych. Uzytkownik podaje tylko liczbe N, ktéra okresla liczbe kategorii. ODM
automatycznie znajduje N najczgsciej wystgpujacych kategorii, a pozostate przypisuje do
jednej duzej kategorii ,,inne”,

» transformacja przedziatami — algorytm ten ma zastosowanie tylko do atrybutéw typu nume-
rycznego. Wartos$ci sa sortowane, a nast¢pnie rozdzielane na pewna liczbe przedziatow defi-
niowana przez uzytkownika,

* automatyczna transformacja — w przypadku, gdy uzytkownik nie chce modyfikowa¢ danych
rgcznie, moze skorzysta¢ z petnego automatu, ktory zrobi to za niego.

6. Wymagania

Oracle Data Mining wbudowany jest w bazg¢ Oracle 9i Enterprise Edition [3]. Interfejs API
wymaga Java 1.3.1 01, uzywane jest takze JDBC 2.0.
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7. Podsumowanie

Inicjatywa wlaczenia do bazy algorytméw Eksploracji Danych, podj¢ta przez Oracle wydaje si¢
by¢ cickawym pomystem. Data Mining jest nierozerwalnie zwiazany z danymi, a co za tym idzie
iz bazami danych. W tej sytuacji projektant aplikacji bazodanowej ma potrzebne algorytmy
w ,,zasiegu reki”. Ich roznorodnos$¢ daje mu silne narzedzie, ktére moze wykorzystaé do bardzo
wielu zadan. Ma do dyspozycji zarOwno algorytmy prognozujace, jak i wyszukujace ukryte zwiaz-
ki w danych. Czytelny i dobrze udokumentowany interfejs API daje mozliwo$¢ wykorzystania
konkretnego algorytmu do okreslonego, wyspecjalizowanego zadania. Wada jest jednak brak gra-
ficznego interfejsu, ktory umozliwitby wstegpna, szybka analizg. Zanim zdecydujemy si¢ na imple-
mentacj¢ konkretnego algorytmu w naszej aplikacji, warto przeanalizowaé zbidr danych i odpo-
wiedzie¢ sobie na pytanie, ktory algorytm i z jakimi parametrami jest dla nas najodpowiedniejszy.
Jest to o tyle istotne, Ze oprocz merytorycznych czynnikow wyboru algorytmu, znaczenie dla nas
moga mie¢ takze inne, np. czas przetwarzania.

Eksploracja Danych w bazie Oracle jest ciagle rzecza nowa. Uwidocznito si¢ to zwlaszcza
w pierwszej wersji bazy 9i, gdzie liczba algorytméw ograniczona byta do dwoch i gdzie wystgpo-
waly problemy z ich poprawna praca. Prawdopodobnie dlatego tez korporacja Oracle nie zdecy-
dowala si¢ na dystrybucje ODM razem z pierwszym wydaniem bazy Oracle 9i. Komponenty Orac-
le Data Mining nalezato doinstalowa¢ do bazy we wlasnym zakresie. Inaczej sytuacja przedstawia
si¢ w drugim wydaniu bazy Oracle 9i. Tutaj ODM jest standardowo dystrybuowany wraz z baza
Oracle 9i Enterprise Edition. Dodano tez kilka nowych algorytmow oraz utatwiono wykorzystanie
istniejacych. Wniosek z tych obserwacji nasuwa si¢ jeden: jezeli kto§ zamierza uzywac¢ mechani-
zmow eksploracji danych wbudowanych w bazeg Oracle, powinien robi¢ to na bazie Oracle 91 En-
terprise Edition, wydanie 2.
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